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1. Johdanto
Tietämyksen muodostamisen tehtävä on löytää datajoukosta mielenkiintoista ja uutta tietoa. Datasta voidaan myös löytää sääntöjä, jotka analysoimalla saadaan selville. Datajoukko pitää muuntaa sellaiseen muotoon, että sitä voidaan analysoida. Yleinen tapa on kuvata tieto avaruuden pisteenä.  Jos datajoukko sisältää attribuutteina ihmisen iän ja hänen verenpaineen ja ruumiinlämmön, se kuvataan 3-ulotteisen avaruuden pisteenä (37, 130, 37).  

Kun suoritetaan tietämyksen muodostamisen operaatioita ( KDD-operaatiot ), esimerkiksi lähimmän naapurin etsintää, klusterointia tai poikkeamien etsintää, on tärkeää että datajoukkoa kuvaava avaruus on määritelty oikein. Väärin määritelty avaruus antaa virheellisiä tuloksia edellä mainituista operaatioista. Edellä oli esimerkki ihmisen iän ja hänen verenpaineen ja ruumiinlämmön datajoukosta. Jos käytetään suoraan euklidista 3-ulotteista avaruutta kuvaamaan datajoukkoa, pisteparit (37, 130, 37 ) ja ( 39, 135, 40 ) ovat lähellä toisiaan mutta 40 asteen ruumiinlämpötila vaatii heti hoitoa! Toisaalta pisteparit (78, 170, 37) ja ( 70, 120, 37 ) ovat etäällä toisistaan, mutta tässä tapauksessa ei terveysongelmaa ole. 

Esimerkki kuvasi attribuuttien erilaisten skaalojen aiheuttamaa ongelmaa. Attribuuttien hajonta ja korrelaatiot tuovat myös ongelmia kun tietoa analysoidaan. Normalisoimalla attribuuttien arvo jollekin välille ( esimerkiksi  [0,1] ) skaalaongelma voidaan yrittää välttää. Mutta jos yksikin attribuutteista poikkeaa merkittävästi muista, se vääristää normalisoidun attribuuttijoukon. Jos esimerkiksi verenpaine on 200, normalisointi välille [0,1] vinouttaa asteikkoa.

Tässä raportissa pyritään kertomaan mikä olisi hyvä tapa määritellä datajoukolle avaruus, joka soveltuu tietämyksen muodostamisen operaatioihin. Datan kuvaaminen suoraan avaruuden pisteeksi ei sovellu KDD-operaatioihin. Erilaiset attribuuttijoukon muunnokset kuten normalisointi tai standardointi eivät poista poikkeamista johtuvia ongelmia.  Seuraavassa luvussa esitellään Donoho-Stahel -estimaattori ( DSE ), joka muodostetaan Fixed-angle -algoritmilla. Sen on todettu soveltuvan KDD-operaatioihin, sillä DSE ottaa huomioon attribuuteissa esiintyvät poikkeamat. Luvussa 3 kuvataan k-D Subsampling -algoritmi. Se on tehokkaampi kuin Fixed-angle -algoritmi, joka ei sovellu suurten datajoukkojen analysointiin. Näistä on kehitetty k-D Randomized-  ja Hybrid-random -algoritmi, jotka lyhyesti selostetaan luvussa 4. Algoritmien vertailu on kerrottu viimeisessä luvussa 5.

2. Donoho-Stahel -estimaattori.

Pelkät attribuuttiarvojen suoraviivaiset muunnokset kuten normalisointi eivät riitä ottamaan huomioon poikkeamien vaikutusta. Donoho-Stahel –estimaattori kuvaa datajoukkoa siten, että havaittuaan poikkeaman se pienentää sen vaikutusta. Poikkeama vääristää normalisoitua joukkoa. DSE ei vääristä asteikkoa, vaan se  vähentää poikkeama-attribuutin arvoa siinä suhteessa kuinka suuri poikkeama on. Intuitiivisesti DSE-algoritmin punaisen langan voi ymmärtää siten, että se etsii poikkeamat, ja sopeuttaa ne ”normaalien” joukkoon.

Seuraavassa käydään läpi DSE-algoritmi. Tämä datajoukko on kuvattu 2-D avaruudessa. Sen datapisteet on merkitty Y(i) = [y1i, y2i]

1. Käydään pisteet läpi yksikköympyrää pitkin [0, ] esimerkiksi 1 asteen välein. Merkitään kulmaa :llä.  

a. Lasketaan kunkin pisteen Y(i) projektio kulman muodostaman suoran suhteen. Merkitään sitä Xi() :llä.

Xi() = Y1i * cos() + Y2i * sin ()

b. Lasketaan projektiopisteiden mediaani eli keskimmäinen alkio. Merkitään sitä m() :llä.

c. Lasketaan MAD().  

MAD( 1,4826 * (median | Xi( ) - m() | )

d. Lasketaan kuinka suuri on pisteen Y(i) poikkeama on kulman muodostaman suoran suhteen. Merkitään sitä Di().

Di () = | Xi() – m() / MAD() |

2. Etsitään kunkin pisteen Y(i) suurin poikkeama kaikkien kulmien  joukosta.

Di = max() Di(

3. Lasketaan painotettu keskipiste r. 

r = (Yi * w(Di) / (w(Di). Di on pisteen suurin poikkeama kulmien joukossa.

Tässä  poikkeamaa ”pienennetään”, jos se ylittää kynnysarvon t. 

Esimerkiksi t = 2,5

w(t) = 1,

|t| < =2,5


2,5 / |t|

|t| > 2,5

4. Lasketaan  DSE location and scatter -estimaattori. Se koostuu kovarianssimatriista r ja painotetusta keskipisteestä r.

Ensimmäisessä kohdassa lasketaan projektioita eri kulmilla . Tässä riittää kun käydään läpi puoliympyrä [0, ], sillä toisen puolikkaan projektiot (itseisarvot) ovat samat ( Xi() = Xi( +) ).

Kuvassa 1 näkyy pisteen Y(i)  projektio kulman muodostaman suoran suhteen.
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Kuva 1
Kohdassa 1.c MAD tarkoittaa Median Absolute Deviation. Se on parempi hajonnan  estimaattori poikkeamien käsittelyssä kuin standardoitu keskihajonta. 

DSE-algoritmia kutsutaan Fixed-angle –algoritmiksi. Jotta DSE olisi kelpo muunnos, sen täytyy sisältää kaksi ominaisuutta, jotka ovat tärkeitä etäisyyteen perustuvissa KDD-operaatioissa. Ensimmäinen ominaisuus on nimeltään euklidisuus. Se tarkoittaa sitä, että kun datajoukko alkuperäisessä avaruudessa ei sovellu etäisyysmittauksiin, DSE muunnoksen jälkeen etäisyysmittaus antaa järkeviä tuloksia. Toinen ominaisuus on stabiilisuus. Se tarkoittaa, että muutokset datajoukossa eivät heikennä DSE:n käyttökelpoisuutta. Estimaattorin laskeminen on työläs operaatio, eikä olisi järkevää, että jokaisen päivityksen jälkeen laskenta tehtäisiin uudestaan. 

3. k-D Subsampling -algoritmi

Fixed-angle –algoritmin aikavaatimus on O(a^k-1*kN), missä: 

k = ulottuvuuksien määrä.

a = kulmien  määrä. Jos kulmien väli on 1 aste, a = 180.

N = datajoukon pisteiden määrä.

Jos k = 5, a = 100 ja N = 10 000 000 ja laskennassa on käytössä 1GHz tietokone, aikaa laskentaan kuluu 12 päivää. Fixed-angle –algoritmi ei sovellu moniulotteisten datajoukkojen analysointiin, eikä tapauksiin, joissa kulmaväli on pieni. Jos kulmaväli on suuri, DSE:n tarkkuus on huono. Fixed-angle –algoritmi ei ole tämän takia käyttökelpoinen.

Fixed-angle –algoritmin aikavaatimuksesta voi päätellä, että ulottuvuuksien ja kulmien määrien lisääminen kasvattavat dramaattisesti laskenta-aikaa. Algoritmia tarkastellessa tulee ilmi, että tämä aika menee projektiovektoreiden laskentaan ( kohta 1.a luvussa 2).
DSE:tä on kehitetty nopeammaksi etsimällä tehokkaammin projektiovektoreita. 

Seuraavassa käydään läpi k-D Subsampling –algoritmi, joka etsii projektiovektoreita ottamalla datajoukosta Y(i) k – 1 näytettä. (k = datajoukon ulottuvuus).

1. Iteroidaan i = 1,2,…m kierrosta.

a. Valitaan k-1 pistettä. Nämä pisteet ja alkuperäiset pisteet muodostavat aliavaruuden V

i. Lasketaan kanta aliavaruuden komplementille V

ii. Valitaan yksikkövektori u(i) komplementtiavaruudesta V, joka tulee Fixed-angle –algoritmin u tilalle

b. Lasketaan Xj(i) = Yj * u(i)

c. Jatketaan kuten Fixed-angle –algoritmi kohdasta 1.b, missä i tulee :ntilalle.

DSE algoritmissa projektiovektoreiden valinta vaikuttaa paljon etäisyyden ( Di ) arvoihin.  k-D Subsampling –algoritmin idea on käyttää projektiosuorina ellipsin akseleita kohtisuorassa olevia suoria ( 2-ulotteisessa datajoukossa ). Nämä ovat hyviä valintoja projektiosuoriksi, sillä poikkeamat ovat yleensä kaukana kohtisuorasta ellipsin akselista. 

Kuvassa 2 piste A on poikkeama.
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Kuva 2
Jotta k-D Subsampling –algoritmi olisi riittävän tarkka, näytteiden määrä täytyy olla riittävän suuri. Jos 95 % varmuudella halutaan ainakin yksi hyvä näyte, täytyy niitä ottaa 47 kappaletta (kun ulottuvuuksia on 5) [KNZ01, luku 4].

k-D Subsampling –algoritmin aikavaatimus on O(mk^3 + k^2N), missä:

m = näytteiden määrä

k = ulottuvuuksien määrä

N = datapisteiden  määrä

4. k-D Randomized-  ja Hybrid-random -algoritmi

k-D Subsampling –algoritmi on skaalautuvampi ulottuvuuksien  suhteen kuin Fixed-angle –algoritmi, mutta se on silti liian hidas, kun näytteiden  määrä on suuri.  Algoritmia pitää saada nopeammaksi.  Nopeutta saadaan lisää, jos projektiovektoreiden laskentaa voisi vielä vähentää.  Ratkaisuksi käytetään koeteltua metodia: arvaamista. Pure-random –algoritmi valitsee satunnaisesti r projektiovektoria ja laskee niistä olivatko ne hyviä arvauksia.

Seuraavassa käydään Pure-random –algoritmin idea läpi:

1. Iteroidaan i = 1,2,…r    kierrosta.

a. Valitaan projektiovektori u(i) satunnaisesti poimimalla k –1 kulmaa ( k = ulottuvuuksien määrä )

b. Lasketaan j = 1,2,… N
Xj(i) = Yj * u(i)

c. Jatketaan kuten Fixed-angle –algoritmi kohdasta 1.b, missä i tulee :n tilalle

Pure-random –algoritmin aikavaatimus on  O(rkN), missä

r = kierrosten määrä

k = ulottuvuuksien määrä

N = datapisteiden määrä

k-D Subsampling –algoritmi käyttää myös satunnaispoimintaa. Siinä jokaisella kierroksella ( m ) muodostetaan aliavaruuden V ortogonaali komplementti valitsemalla satunnaisesti  k – 1 pistettä ( k = ulottuvuuksien määrä ). Taas Pure-random –algoritmi muodostaa suoraan projektiovektorin jokaisella kierroksella ( r ) valituista k – 1 pisteestä. Aliavaruuden V  ja ortogonaalin komplementin muodostamista siinä ei ole. Jotta  Pure-random –algoritmin tarkkuus olisi yhtä hyvä kuin k-D Subsampling –algoritmin, täytyy sen tehdä huomattavasti useampi kierros ( r >> m ).

Näistä kahdesta algoritmista on kehitetty Hybrid-random –algoritmi. Sen alkuosa soveltaa k-D Subsampling –algoritmia pienellä näytemäärällä, missä haetaan alustavia projektiovektoreita.  Loppuosa käyttää Pure-random –algoritmin periaatetta parantamalla alkuosan projektiovektoreita. Hybrid-random –algoritmi on kuvattu tarkemmin lähteessä [KNZ01, luku 5].

Hybrid-random –algoritmin aikavaatimus on  O(m2k^3 + r2kN), missä

m2 = näytteiden määrä ( k-D Subsampling –osa )

r2 = kierrosten määrä ( Pure-random –osa )

k = ulottuvuuksien määrä

N = datapisteiden määrä

Tässä kaavassa m2 << m ja r2 << r. Eli käytetään pienempää näytemäärää k-D Subsampling –osassa ja pienempää projektiovektorimäärää Pure-random –osassa kuin vastaavissa alkuperäisissä algoritmeissa.

5. Algoritmien vertailu

 Tässä raportissa on esitelty neljä erilaista  DSE algoritmia. Niitä vertaillaan käyttämällä NHL-jääkiekkoliigan tilastoa kaudelta 1995-96.  Testiaineisto sisältää 855 tietuetta. Koska tiedoston koko hyvin pieni, sitä kasvatettu 100 000 rivin tiedostoksi lähteen mukaan ”hyvää tilastotiedemiestapaa noudattaen”.  Aineisto on 5-ulotteinen, sen attribuutit ovat: maalit, syötöt, jäähyminuutit, laukaukset kohti maalia ja pelatut pelit. 

Aluksi DSE algoritmia verrattiin algoritmeihin, jotka analysoivat käsittelemätöntä tai standardoitua testiaineistoa. Vertailussa tutkittiin kahta attribuuttia: jäähyminuutteja ja maaleja. Tulokset taulukossa 1 osoittavat, että DSE antaa parempia tuloksia kuin raakadatan tai standardoidun datan analysointi.

	Muunnos
	Löydetyt poikkeamat
	Jäähyminuutit
	Maalit

	Käsittelemätön 
	Matthew Barnaby

Brad May

Chris Simon
	335

295

250
	15

15

15

	Standardoitu
	Matthew Barnaby

Jaromir Jagr

Mario Lemieux
	335

96

54


	15

62

69



	DSE
	Matthew Barnaby

Donald Brashear

Jan Caloun

Joe Mullen
	335

223

0

0
	15

0

8

8


Taulukko 1
Taulukon ensimmäisessä  rivissä ovat käsittelemättömän datan poikkeamat. Ne ovat pelaajia, joilla on eniten jäähyminuutteja. Standardoidusta datasta on löytynyt kovimmat maalintekijät. Nämä ovat melko selviä tapauksia, jotka saisi selville jo järjestämällä datajoukkoa. DSE algoritmi on löytänyt kaksi mielenkiintoista poikkeamaa. Donald Brashear on istunut 223 jäähyminuuttia ja eikä ole tehnyt yhtään maalia. Siis surkea pelaaja! Taas Jan Caloun on keskittynyt maalintekoon: 8 maalia jäähyittä 11 ottelussa.

Tämä testi osoittaa, että DSE-algoritmi löytää mielenkiintoista tietoa. Sen käyttämä avaruusmuunnos ilmeisesti soveltuu poikkeamien etsintään. Vertaillaan seuraavaksi tässä raportissa esiintyviä neljää DSE-algoritmia. Tässä käytetään kappaleen alussa mainittua 100 000 tietueen datajoukkoa. 

Fixed-angle –algoritmi on hitain. Esimerkin poikkeamien etsintä vei 75 tuntia laskenta-aikaa! k-D Subsampling –algoritmin teho riippuu näytteiden määrästä. Se antaa melko pian hyväksyttäviä tuloksia, mutta suurta tarkkuutta ei saavuteta kohtuullisessa ajassa. Pure-random –algoritmi saavuttaa  nopeammin kelvollisia tuloksia kuin Fixed-angle –algoritmi, mutta sekin käyttää liikaa laskenta-aikaa, kun vaaditaan tarkkoja tuloksia. Hybrid-random -algoritmi on testin paras. Vaikka se käyttää pienempää näytemäärää kuin tavallinen k-D Subsampling –algoritmi, pitemmällä suoritusajalla se on riittävän tarkka. Hybrid-random –algoritmin loppuosa soveltaa Pure-random –algoritmia, jonka etu on nopeus.

DSE-algoritmit soveltuvat poikkeamien etsintään ja muihin KDD-operaatioihin. Kun datajoukko on suuri, Hybrid-random –algoritmi on nopein ja riittävän tarkka. 
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